
Глава 1 

Множественная регрессия: постановка проблемы. Классическая     модель регрессионного анализа


Введение. В многомерном анализе отдельные переменные (признаки) оказываются взаимосвязаны, и поэтому требуются специальные методы анализа взаимозависимых величин. Возникают проблемы двух типов: изучение зависимостей и исследование взаимозависимостей. Зависимость одной величины от другой (или других) рассматривается в общей теории регрессии, а взаимозависимости изучаются средствами корреляционного анализа. В регрессии основное внимание уделяется изучению уравнений (моделей), описывающих характер зависимости величин, в то время как в корреляционном анализе упор сделан на изучении структуры матрицы вторых моментов (ковариационной или корреляционной).
Почти в любом исследовании возникает задача исследования переменной (, зависящей от другой переменной (. Общий вид зависимости из тех или иных соображений известен, однако модель  ((((((((  содержит параметры, значения которых неизвестны и должны быть определены по наблюдаемым парам ((i ((i), i = 1,2, … n. Например, некто хочет наилучшим образом подобрать линейную функцию  ( = (1  +  (2 (. В таком виде это задача общей теории регрессии, подробно описанная, например, в [3], гл. 26, 28. В ней как (, так и ( – "равноправные" случайные величины. Однако часто контролируемая переменная ( может рассматриваться как неслучайная t, поскольку неточность её задания намного меньше, чем неточность задания (. Таким образом, наблюдаемую величину  (  можно представить в виде:

                                    наблюдение = модель + ошибка,
причём в модели неизвестны только значения параметров, а ошибка ( является случайной: математическое ожидание (м.о.) E{(} = 0. В зависимости от вида модели, как функции параметров, различают линейную и нелинейную модели. Первая хорошо исследована как теоретически, так и вычислительно, существуют многочисленные надёжные алгоритмы и программные реализации для оценки параметров линейной модели. Вторая может быть либо сведена к линейной, проводя подходящие преобразования переменных, либо можно использовать численные процедуры оптимизации некоторой целевой функции, причём в наиболее распространённых методах нелинейного регрессионного анализа на каждом шаге итерационной процедуры оптимизации задача сводится к оцениванию параметров линейной модели.

В регрессионном анализе исследователь имеет единственную  реализацию с.в. y = (y1, ..., yn)T,  так что рассмотрение выборочной ковариационной матрицы невозможно. Но оно и не нужно, так как компоненты y предполагаются не коррелированными и имеющими одну и ту же дисперсию (как и в одномерном случае) : C = cov{y,y} = (2(In. Однако многомерность задачи проявляется в том, что компоненты вектора м.о. различны, E{yi } = h(ti;(),  где h(t;( ) ( функция известного вида (здесь и далее под функцией понимается не только способ её задания в аналитическом виде, но общее определение как отображения значения аргумента t в значение функции v = h(t; ( )) от переменной t (скалярной или векторной ( пока это не существенно), которая либо известна точно, либо измеряется с гораздо более высокой точностью, чем точность наблюдаемых величин y1, ..., yn ; ( = ((1, ...,(k)T ( Rk ( вектор параметров, величины которых неизвестны и должны быть оценены по y1, ..., yn . Таким образом, многомерность задачи в том, что компоненты вектора E{y} различны, но изменяются согласованным образом. Предполагается, что в ходе наблюдений значения t могут быть изменены наблюдателем, либо, по крайней мере, меняются так, чтобы можно было бы иметь n > k различных значений ti . Это и даёт принципиальную возможность оценить  ( .  Для этого достаточно иметь  единственную  реализацию у = (y1, ..., yn)T, хотя случай многократных реализаций также включается в схему регрессионного анализа (возможность совпадения значений аргумента t). Как уже говорилось, обычно компоненты у предполагаются  некоррелированными; при отказе от этого требования (обобщённые оценки НК) ковариационная матрица C считается заданной, так что необходимости рассмотрения S – выборочной ковариационной матрицы не возникает.

На долю регрессионного анализа приходится 70–80 % рассматриваемых статистических задач обработки данных. Такая популярность объясняется тем, что его модель типична при математизации любой научной дисциплины: при переходе от описательных методов к количественным моделям феномена обычно знаний специалиста достаточно  лишь для того, чтобы предложить тот или иной вид модели (скажем, линейную; тригонометрического/ алгебраического полинома; суммы экспонент и т.п.), а коэффициенты (параметры) этой модели получаются не из умозрительного рассмотрения, а из анализа экспериментальных данных. Он же, в конечном счёте, подтвердит или опровергнет предложенную модель.

Пример 1. Анализ кривой радиоактивного распада смеси неизвестных веществ.

Пусть в образце имеется k’ различных радиоактивных веществ. Обычно процесс радиоактивного распада описывается затухающей экспонентой, а число распадов пропорционально количеству вещества в образце. Каждый изотоп  характеризуется двумя величинами: декрементом (j , (j > 0 и количеством вещества в образце Aj . Декремент (постоянная распада) (j характеризует данный радиоактивный изотоп так же, как отпечатки пальцев – человека. (Однако физики обычно говорят о периоде полураспада T – промежутке времени, через которое от данного количества вещества остаётся половина. Из соотношения e – ( T  = 1/2 следует соотношение ( = ln 2 / T ). Так, для 88 Ra226   ( = 1.35(10 -11  (период полураспада 1620 лет), для 94 Pu240  ( =  3.34(10 -12 (период полураспада 6580 лет), а для 53 J128  ( = 4.62(10 -4  (период полураспада 25 мин.). Таким образом, в момент времени t будет в среднем зарегистрировано





       E{y(t)} = 





(1)

отсчётов. Проводя измерения в моменты  t1 ,..., tn,  получим наблюдаемые данные y1, ..., yn , для м.о. которых справедливо (1). Таким образом, по кривой радиоактивного распада можно, в принципе, измерить качественный ((j) и количественный (Aj) состав образца. Из-за случайного характера радиоактивного распада каждое yi  представляет с.в., распределённую по закону Пуассона: yi  ( Po(E{y(ti)}), причём компоненты у независимы. Если E{y(ti)} >> 1, то распределение Пуассона переходит в нормальное с параметрами ( = E{y(ti)}, (2 = ( = E{y(ti)}, так что можно записать





y(ti) = 

 + (i ,



(1’)

где (i ( N(0, E{y(ti)}). Таким образом, имеем регрессионную модель с k = 2k’ неизвестными параметрами A1, ..., 

, (1, ..., 

. Вид функции h  (взвешенная сумма экспонент) задан аналитически.       (
Пример 2. Анализ данных социологом (из книги Каханер Д., Моулер К., Нэш С. Численные методы и программное обеспечение. - М.: Мир. 1998).

Данные о гражданах американского городка анализирует социолог. Его интересует характер зависимости дохода жителей от их социальных и биологических особенностей. В качестве таковых выделен род занятий (“профессия”), уровень образования, возраст, пол, национальность, вес. Поскольку нет каких-либо теоретических предпосылок для рассмотрения сложной модели, социолог использует “наобум” простейшую ( линейную модель:


(доход)i ( (1  ((профессия)i + (2 ( (образование)i + (3  ((возраст)i +            

      (4 ( (пол)i   + (5 ( (национальность)i  +  (6 ( (вес)i .

  (2)

Здесь элементы матрицы данных заполняются не путём вычисления аналитической функции h, а заносятся из таблицы  (файла).    (
Существенным для регрессионной модели является вопрос о характере ошибок измерений  (i . Предполагается, что они случайны (E{(i } = 0) и аддитивно входят в наблюдения:





         yi = h(ti ; () + (i .



(3)

Если задан закон распределения ошибок (  = ((1, ..., (n)T ( f(z) или, что то же самое, закон распределения наблюдаемой случайной величины y ( f1(z ; ( ) = f(z – h(()), где вектор h(()=(h(t1;(),h(t2;(), ...,h(tn;())T( Rn, то общим методом оценивания вектора параметров ( является метод максимального правдоподобия (МП): рассматривается функция правдоподобия (ФП)





       L(( ) = f(y - h(()).



(4)
ФП (4) , а чаще её логарифм, максимизируется по ( ; в зависимости от того или иного закона распределения f(.; .)  получаются разного вида оценки для ( . Иногда удаётся получить для них формулу, но чаще они находятся численно как решение задачи максимизации (4).

Если мы ограничимся простейшим ( линейным – случаем зависимости функции регрессии  h  от параметров, то такая разнородность результатов сохраняется. В этом случае

   yi = (1 ( g1(ti) + (2 ( g2(ti) + ... + (k ( gk(ti) + (i ,    i = 1, ...,n,
              (5)

где  g1(t), ..., gk(t)  (  известные функции. Так, если в примере 1 состав образца, т.е.  декременты  (j   известны,  то относительно  количеств веществ  в образце  Aj   модель (1’) является линейной, а функции gj(t) = exp{-(j t} заданы аналитически. В примере 2 модель (2) уже линейна, функции  gj(t)  (профессия, возраст и т.п.) заданы таблично.

В векторном виде линейная модель записывается как





   y = X((  + ( ,




(5’) 

где X ( Rn x  k  ( матрица данных с элементами Xij  = gj(ti), i = 1, ..., n; j = 1, ..., k. Функции  gj , порождающие столбцы X ,  называются  регрессорами (прежнее название  ( независимые переменные), а наблюдаемые величины y ( откликом (прежнее название ( зависимая переменная).  И в случае модели (5’)  МП,  который является универсальным методом оценивания (, в зависимости от закона распределения ошибок приводит к разным результатам.
Пример 3. Оценивание параметра сдвига. 

Пусть yi = (  + (i ,  i = 1,…, n,  и нужно оценить параметр ( ; ошибки (i независимы и имеют одинаковую дисперсию, причём E{(i } = 0 .  Пусть


(а)(i ( f(z) =

, -( < z < +( (нормальное распределение), cov{(,(} = In. Логарифм правдоподобия 

LL(() ( -1/2 

 ( 

МП = 

.


(б) Пусть (i ( f(z) =1/2 exp{ –|z|},  -( < z < +( ( распределение Лапласа (двойное экспоненциальное) , и нетрудно вычислить Var{(i} = 2, так что  cov{(,(} = 2In. Тогда

LL(() ( –

.  

Довольно легко сообразить, что максимум LL получается при 






МП = 

           (
Однако если рассматривать не все возможные оценки ( , а ограничиться классом линейных по y оценок, т.е. оценками вида 

 = Ly, L ( Rk x n, то можно получить единообразные результаты независимо от закона распределения ошибок. В важном частном случае нормального распределения ошибок получаемые оптимальные (в классе линейных) оценки оказываются эффективными среди всевозможных оценок Вычисление таких оценок реализуется быстрыми и надёжными алгоритмами. Общий случай нахождения оценок параметров в модели нелинейной регрессии (3) удаётся свести к итерационной процедуре, на каждом шаге которой рассматривается линейная задача (5’).

Математическая постановка. Перейдём к математической постановке задачи. Предполагается, что

1. y = X((  + ( ; y, (  ( Rn, вектор ( ( Rk  подлежит оценке;  матрица данных X ( Rn  x k, n ( k; y и X    заданы, наблюдаемая величина – вектор y. Здесь существенно, что (а) задана модель м.о.  E{y} = X( ( ; (б) ошибки измерений (i аддитивны.

2. E{(} = 0 (случайный характер ошибок).

3. C =cov{(,( } =( 2 In (некоррелированность ошибок; равенство их дисперсий)

4. -( < (j < +(  (рассматриваются значения параметров без ограничений).

В классической модели регрессионного анализа предполагается, что

5. rank(X) = k (матрица данных полного столбцового ранга).

Именно требование 5 является ключевым для регрессионного анализа.

Тогда требуемые линейные оценки (  могут быть получены по методу наименьших квадратов (Гаусс (1795), Лежандр (1805)) как решение задачи минимизации с целевой функцией


  

        Q = Q(() = || y  –  X ( || 2,



(6)
т.е. как


  

 = Arg min || y  –  X ( || 2,

здесь норма || . || евклидова.

Дифференцируя Q(() по (  и приравнивая производные нулю, получим необходимое условие экстремума




 = 

{( y –  X ( )T(y  –  X ( )} = 

{ yT y – 2 ( TX Ty + ( TX TX ( } 



                   = - 2 X Ty + 2 X T X ( = 0 ,

т.е. систему нормальных уравнений





 X TX (  = X Ty .




(7)


Лемма 1.1. Пусть матрица A ( Rn x m  имеет ранг  rank(A) = r ( m. Пусть s –(  размерность нуль-пространства (ядра) матрицы A: ((A) = {x ( Rm: Ax = 0 }. Тогда  r + s = m .


Доказательство. Пусть (1, ..., ( s  ( базис ((A). Дополним его до базиса (1, ..., ( s , (1, ..., ( t  в пространстве Rm. Пусть ((A) ( образ матрицы A., т.е. {y( Rn: y = A x , x ( Rm}. Произвольный вектор A x ( ((A) можно представить как


A x = A(

( i + 

( j ) =A(

( j ) = 

 A ( j = 

(j 
Предположим, что 

(j = 0 . Тогда A(

(j ) = 

(j  = 0 ( 

(j  ( ((A). По определению векторов ( j такое возможно лишь при c1 = c2 = ... = ct =  0 ( (1, ..., (t  линейно независимы. Так как каждый A x ( ((A) можно выразить через (j, то эти (j  образуют базис ((A) ( t = r.  Поскольку s + t = m , то лемма 1.1 доказана.                                             (

Лемма 1.2. Пусть dim(A) ( столбцовая размерность матрицы A . При условиях леммы 1.1 справедливы утверждения: 
                       rank(ATA) = rank(A) = rank(AT)= rank(A AT).


Доказательство. (а) В обычном курсе линейной алгебры доказывается, что r(A) = r(AT). (б) Докажем первое равенство. Если Ax = 0 , то ATAx = 0 . Обратно, если ATAx = 0 , то   xTATAx = ||Ax || 2 = 0 ( Ax = 0 . Таким образом, ((A) = ((ATA) . Так как и матрица A , и матрица ATA  каждая имеют m столбцов, то из леммы 1.1 видно, что dim(A) = dim(ATA), так что r(A) = r(ATA).  (в) Справедливость формулы r(A) = r(A AT) следует из (а) и (б).      (

Теорема 1.1. Если предположения 1-4 выполнены, то решение нормальных уравнений (7) существует.


Доказательство. Пусть rank(X) = r ( k. Без ущерба для общности считаем, что первые r столбцов X линейно независимы (в противном случае перенумеруем регрессоры и параметры (1, ...,(k  так, чтобы переставить r линейно независимых столбцов в начало X). Тогда X = (X(1) : X(2)), где подматрица X(1)  имеет r столбцов, а подматрица X(2) ( k- r столбцов. Столбцы матрицы X(1) ( Rn x r  линейно независимы, т.е. rank(X(1)) = r, а столбцы X(2) ( линейная комбинация столбцов X(1), т.е. X(2) = X(1)L, где матрица L ( Rr x (k – r) . Найдём X TX  и X Ty и запишем систему нормальных уравнений (7) (вектор (  разбит на два вектора, ( (1) и ( (2), так же, как X):

X T X (  =   

 = 

 y =  X Ty , 
(7’)
где ( (1) ( R r и ( (2) ( R k - r. Заметим, что последние k - r строк (7’) получаются при левом умножении на LT первых r строк. Соответствующее уравнение имеет вид




 X(1)T X(1) ( (1) +  X(1)T X(1) L ( (2) = X(1)T y .


(8)

Поскольку X(1) (Rn x r и rank(X(1)) = r, то по лемме 1.2 rank(X(1)TX(1)) = r ( (X(1)TX(1))-1 существует.  Домножим на неё (8) ; формула




      ( (1) =  ( X(1)TX(1))-1X(1)T y - L ( (2)



(9)
определяет первые r компонент вектора решения, тогда как остальные k - r компонент (вектор ( (2) ) могут быть выбраны произвольно.      (

Следствие. Если выполнены условия 1(5 (классическая регрессионная модель), то решение нормальных уравнений (7) существует и единственно.


Для доказательства нужно заметить, что в этом случае ( (2)  имеет нулевую размерность и (  = ( (1).          (

Докажем не вполне строго (см. строгое доказательство в гл. 3), что в условиях теоремы 1.1 решение задачи НК всегда существует. Общее решение (9) нормальных уравнений даёт все возможные конечные стационарные точки (максимумы, минимумы, седловые точки) . Из анализа вам известно, что наряду с проверкой внутренних точек области (например, в случае единственной переменной z – внутренних точек интервала (a, b)) нужно рассмотреть также значения целевой функции в граничных точках {a}, {b}. Пусть X(j) ( j-ый столбец X , соответствующий параметру  ( j . Предположим, что || X(j)|| > 0. Тогда Q(() ( +( при (j ( (( , так что в этом случае несобственная точка ( j = (( реализует максимум, а не минимум Q(() . Если же || X(j)|| = 0, то  j-ый столбец состоит только из  нулевых элементов; но в этом случае, очевидно, ( j  не влияет на значение Q((), в том числе и при  ( j ( ((. В то же время inf Q(() существует, так как Q(() ( 0. Следовательно, все минимумы Q(() содержатся среди общих решений (9). В случае классической модели единственное решение







=  ( X TX)-1XT y




(10)

даёт минимум и называется оценкой наименьших квадратов (НК-оценкой). 


То, что НК-оценка приносит минимум Q((), можно показать и формально: известно, что достаточное условие минимума ( положительная определённость матрицы вторых производных целевой функции в точке экстремума. Нетрудно проверить, что при всех  (


 = 2 X T X  > 0 ,

так как по следствию теоремы 1.1 симметричная матрица X TX невырожденная.


Общие свойства. Для рассмотрения общих свойств НК-оценок (10) докажем простую лемму:


Лемма 1.3. Пусть с.в. ( ( Rn, с.в. ( ( Rm и пусть  ( = L( , где неслучайная матрица L ( Rm x n. Тогда


(а) E{(}  = L( E{(} ;


(б) cov{( , (} = L( cov{( , (}( LT.


Доказательство. Утверждение (а) следует из определения м.о. и линейности (, а утверждение (б) ( из определения ковариационной матрицы и из (а):

cov{( , ( } = E{(( – E{(})( (( – E{(})T }  (

cov{(, (} = E{ L(( – E{(})( (( – E{(})T LT } = L( cov{( , (}( LT.          (
Теорема 1.2. НК-оценка (10) классической модели имеет свойства:


(i) несмещённости: 




         E{

} = ( ;




(11)


(ii) ковариационную матрицу, равную




cov{

,

} = (2 (X TX) -1 ;



(12)



(iii) оптимальности: если 

 ( произвольная линейная несмещённая оценка (, то cov{

,

} ( cov{

,

}  (неравенство A ( B означает, что матрица  A - B ( неотрицательно определённая).


Доказательство. Если воспользоваться утверждением (а) леммы 1.3, подставив матрицу L из (10) и учесть условие 2 для модели (E{(} = 0), то получим (i). Из утверждения (б) леммы 1.3 и условия 3 для модели (C =cov{(, (} = (2 In ) после несложных выкладок получим (ii). Осталось доказать (iii). Пусть 

 = A y. Условие несмещённости ( = E{

} = E{A y} = A ( E{y} = A X (  даёт A X = Ik  (в силу условия 4 можно задавать (  произвольно и, взяв (  = e1 = (1,0, ...,0)T ( Rk, имеем e1 = A X e1; затем положим ( = e2 = (0,1, ...,0)T и получим e2 = A X e2  и т.д. до (  = e k = (0,0, ...,1)T; “сложенные вместе”, векторы e1, e2, ... ek  образуют единичную матрицу Ik, так что написанные выше k векторных равенств эквивалентны одному матричному : Ik = A X Ik = A X ). В силу леммы 1.3

cov{

, 

} = (2A AT = (2{[A – (X T X)-1 X T + (X T X)-1 X T]([A – (X TX)-1 X T            + (X TX)-1 X T]T}= (2{[A – (X TX)-1X T]([ A – (X TX)-1X T] T+ [A – (X TX)-1X T] (         [(X TX)-1X T ]T + (X TX)-1X T([A – (X TX)-1 X T]T + (X TX)-1X T( [(X TX)-1X T ]T} 
= (2 {[A – (X T X)-1 X T]([ A – (X T X)-1 X T] T + (X T X)-1 X T X(X T X)-1 } =

           = (2 {[A – (X T X)-1 X T]([ A – (X T X)-1 X T] T} + (2(X T X)-1

 (в развёрнутой записи /2-я и 3-я строки/  второе и третье слагаемое (смешанные произведения) равны 0 , так как для второго слагаемого имеем [A X – (X TX)-1XT X] (X T X)-1 = 0 , ибо A X = Ik , а третье слагаемое есть транспозиция второго). 

Итак, cov{

,

} состоит из двух частей. Вторая, (2(X TX)-1 = cov{

,

}, не зависит от выбора 

 (выбора матрицы A ), а первая есть матрица типа Грама FTF  ( 0  и обращается в 0  при A = (XTX)-1XT. Следовательно, cov{

,

} (  cov{

,

}. (
Следствие. НК-оценка есть наилучшая линейная несмещённая оценка (НЛНО), т.е. Var{

j  } ( Var{

},  j = 1, ..., k, где 

 ( произвольная линейная несмещённая оценка.


Доказательство. Пусть j = 1. Выберем c = e1 и рассмотрим 

= c T

 с Var{

} = Var{e1T 

} = e1T cov{

,

}e1 = cov{

,

} = Var{

} и аналогично, пусть для 

 = e1T 

 рассматривается Var{

}= e1T cov{

,

}e1 = Var{

}. Из утверждения (iii) теоремы 1.2 вытекает, что  e1T cov{

,

}e1  ( e1T cov{

,

}e1 , так что для j = 1 имеем Var{

}= Var{

 } ( Var{

} = Var{

}. Далее рассмотрим j = 2 и c = e2  и аналогично покажем, что Var{

} ( Var{

} и т.д., вплоть до j = k.        (

Утверждение следствия фактически составляет доказанную Марковым часть теоремы Гаусса-Маркова,  в которой устанавливается эквивалентность НК-оценок (10) и линейных несмещённых  оценок с минимальной дисперсией компонент.


Геометрическая интерпретация. Дадим МНК геометрическую интерпретацию. Отклик y определяет точку в n-мерном евклидовом пространстве. Столбцы матрицы данных определяют  k векторов в Rn; в силу равенства rank(X) = k они линейно независимы и определяют k-мерное многообразие в Rn , в котором лежат все линейные комбинации X ( , в том числе и ( = 0 , т.е. X ( = 0  принадлежит рассматриваемому многообразию, и оно является k-мерным подпространством. Таким образом, X

 ( вектор на гиперплоскости, порождённой столбцами X; тогда y – X

 ( наклонная из конца вектора X

 в конец вектора y. Задача минимизации Q геометрически означает построение наклонной минимальной длины, т.е. проведение перпендикуляра из y на гиперплоскость столбцов X. По определению перпендикуляра к плоскости эта прямая перпендикулярна любому вектору гиперплоскости; достаточно, чтобы она была ортогональна всем k регрессорам (в совокупности столбцы матрицы  X образуют базис, по которому можно разложить любой вектор X

): 



X(j)T(y  –  X ( ) = 0,      j = 1, ..., k,

где X(j) ( j-ый столбец матрицы X . Совокупность этих k скалярных произведений может быть записана в матричном виде


XT(y  –  X ( ) = 0  ( XT X ( = XT y,

т.е. получили нормальные уравнения (7) геометрически.

Но этим не ограничивается полезность геометрического рассмотрения. Так, по теореме Пифагора


|| y || 2 = || y  –  X 

|| 2 + || X 

|| 2 
 (это равенство можно получить и чисто алгебраически, представив y как y = y – X 

 + X 

, а при раскрытии квадрата нормы в форме скалярного произведения использовать нормальные уравнения (7) при нахождении смешанного произведения). Справедливость теоремы Пифагора не зависит от выбора начала координат и, сдвинув его в произвольную точку X ( * , получим 



|| y  – X ( * || 2 = || y  –  X 

|| 2 + || X (

 – ( *)|| 2 .
 

(13)

В частности, если ( ( истинное значение вектора параметров, имеем

              Q0 = || y  – X ( || 2 = ||  y  –  X 

|| 2 + || X (

– (  )|| 2 = Q1 + Q2 .
           (13’)

Данное выше решение задачи НК может быть неполным. В самом деле, по условию 3 cov{y,y} = cov{( , (} = (2( In.  Часто общая дисперсия (2 неизвестна и её нужно оценить по отклику. Скоро мы это сделаем, но сначала кое-что вспомним.

Определение 1. Пусть A ( Rm x l. Следом матрицы A называется величина

tr[A] = 

.

Если соответствующие матрицы и операции определены, то

               У1. tr[A + B] = tr[A ] + tr[B ]. 

               У2. tr[A B] = tr[ B A ].

Теперь рассмотрим м.о. квадратичных форм в (13’). Имеем


E{Q0 } = E{ || y  – X ( || 2 } = E{ ||( || 2 } = E{

}  = 

= n (2.

E{Q2 } = E {( 

 – ( )TXTX (

 – ( )}. Но след скаляра равен ему самому, поэтому


  E{Q2 } = E{ tr[(

 – ( )TXTX (

 – ( )]} = E{ tr [XTX (

 – ( )( 

 – ( )T] } 


    
          = tr [XTX E{(

  – ( )( 

 – ( )T}] = tr [XTX cov{

,

}] = 



          = (2 tr [XTX(XTX)-1]  = (2 tr [Ik] = k(2.

Отсюда E{Q1 } = E{Q0 } - E{Q2 } = (n - k) (2  (  E{Q1 / (n - k) } = (2, т.е. величина

                 

 = Q1 / (n - k) = RSS / ( n - k) = || y  –  X 

|| 2 / (n - k)

(14)

является несмещённой оценкой дисперсии (2 . Нетрудно видеть, что Q1 ( в отличие от Q0  и Q2 ) не содержит (неизвестного) истинного вектора параметров (  и вычисляется по входным значениям y  и  X.

Введём новые определения, которые мы используем в дальнейшем.

Определение 2. Величина 

 = X 

 называется прогнозом.

Легко видеть, что 

 = X (XTX)-1XT y = P y.

Определение 3. Разность  e =  y – 

  =  (In – P ) y  называется вектором регрессионных остатков.

Определение 4. Минимальное значение целевой функции


     Q(

) = Q1  = || y  –  X 

 || 2 = || e || 2 = || y  – 

|| 2

называется остаточной суммой квадратов (Residual Sum of Squares) ( RSS.

Она играет фундаментальную роль в регрессионном анализе.

Введённая в опр.2 матрица  P  = X (XTX)-1XT  обладает рядом интересных свойств. Легко видеть, что P T = P  и что  P 2  = P .

Определение 5. Пусть для матрицы P(Rn x n выполняется соотношение P 2 = P  Такая матрица называется идемпотентной .
Определение 6. Симметричная идемпотентная матрица называется проекционной .

Вспомним ещё некоторые факты из линейной алгебры.

        У3. Пусть S ( Rn x n  ( симметричная матрица. Тогда для неё справедливо спектральное разложение (другая формулировка задачи на собственные значения, так как правое умножение матрицы V на диагональную эквивалентно масштабированию j-го столбца диагональным элементом (j):





   S = V  (   V T




(15)

где ( ( Rn x n  ( диагональная матрица, ( = diag{(1 ,..., (n }, где  (1 ( (2  (,... ( (n ( собственные значения S ; V ( Rn x n, V TV = V V T = In   ( матрица, столбцы которой ( ортонормированные собственные векторы. Матрица ( определяется для заданной S единственным образом, тогда как V определена неоднозначно (скажем, при  (i = (i+1 ). 

Лемма 1.4. Пусть A ( Rm x n  и пусть B ( Rm x m, C ( Rn x n ( невырожденные матрицы. Тогда rank(B A C) = rank(A) .

Доказательство. Пусть r = rank(A) . Тогда 


r = rank(A) ( rank(B A) ( rank(B-1 B A) = rank(A) = r. ( rank(B A) = rank(A) .

Рассмотрение ранга матрицы  A C   аналогично.        (
Лемма 1.5. Ранг симметричной матрицы равен числу её ненулевых с.з.


Доказательство вытекает из того, что в спектральном разложении (15) V ( ортогональная матрица, и из леммы 1.4.         (
Теперь рассмотрим свойства проекционных матриц.

Лемма 1.6. Пусть S ( Rn x n ( симметричная матрица, S T = S . Для того, чтобы S была идемпотентной (S 2 = S ) ранга r , необходимо и достаточно, чтобы r её с.з. равнялись 1, а n - r ( нулю.

Доказательство. (а) Необходимость. Пусть ( ( с.з. матрицы S , а v ( соответствующий собственный вектор, причём || v || = 1. Тогда S 2v = Sv = (v  в силу идемпотентности S.  Умножим это равенство на v T  слева:


v TS 2v = (Sv ) T(Sv ) = ( v T v  = ( || v || 2 = (.

По условию Sv = (v, так что имеем ( 2v T v  = ( ( ( 2 = ( , т.е. (  = 0 или ( = 1. Но в силу леммы 1.5 число ненулевых с.з. S  равно её рангу, т.е. ровно r с.з. её равны 1, а остальные n - r ( нулю.


(б) Достаточность. Пусть  r  с.з. S  равны 1, а n - r ( нулю. Так как S симметрична, то по У3 она допускает спектральное разложение S = V ( VT, где






 ( I r        0  (




(   =    ( 0         0  (.

В силу леммы 1.5 rank(S) = r. Осталось доказать, что S 2 = S. Но S 2 =V ( VT V ( VT = V ( 2VT = V ( VT = S , т.к. равенство ( 2 = (  проверяется непосредственно.                  (
Лемма 1.7. Пусть S ( Rn x n ( симметричная идемпотентная матрица. Тогда rank(S) = tr[S] .

Доказательство. Пусть rank(S) = r ;  он равен числу ненулевых с.з. S , а они все равны 1 по лемме 1.6. С  другой стороны, tr[S] = tr[V ( VT] = tr[( VTV] = tr[(] = =

 = 

 = r .       (
 Лемма 1.8. Если S ( Rn x n ( проекционная, то и I n – S  (  проекционная.

Доказательство.  (I n - S)T = I nT - ST = I n - S ( симметричность; (I n - S)2  = I n – 2S  + S 2 = I n - S  ( идемпотентность.             (
Вернёмся к матрице P = X(XTX)-1XT.  Это проекционная матрица. Поскольку tr[P] = tr[(XTX)-1XTX ] = tr[Ik] = k, то по лемме 1.7 rank(P) = k. Вектор регрессионных остатков определён как e = y –

 = (In – P ) y. По лемме 1.8 матрица In – P  ( также проекционная, и tr[ In – P ] = n – tr[ P ] = n – k ( rank(In – P ) = n – k по лемме 1.7. Легко убедиться, что, если 

 - произвольный вектор из Rk, то P X

= X (XTX)-1XT X 

= X 

, а (In – P ) X 

= (X – X)

 = 0, и это объясняет название “проекционная”: матрица P осуществляет проекцию на подпространство столбцов X, в частности, P y  = P (

 + e) = P X 

 + P(In – P) (  = X 

 ,  а  “дополнительная”  матрица   In – P  (  на ортогональное подпространство: 


        e = (In – P)y = (In – P ) (X((  + () = (In – P) ( .

(16)

Аппарат проекционных матриц позволяет компактно рассмотреть ещё одно важное свойство НК-оценок, которое мы используем позже в нормальной регрессии.

Лемма 1.9. НК-оценка 

 и вектор регрессионных остатков e = y -

  некоррелированы.

Доказательство. Рассмотрим для 

 и e ковариационный оператор. Это обобщение понятия ковариационной матрицы на случай двух с.в. ( и ( (может быть, разной размерности), и он определяется как прямоугольная матрица cov{( , ( } = E{(( - E() (( - E()T}.  Естественно, что cov{( , ( } ( cov{( , ( }. Для рассматриваемых величин имеем в силу (16) E{e} = ( In – P ) E{( }  = 0, так что


cov{

, e } = E{

e T} = E{(XTX)-1XT y( T (In – P )} = E{(XTX)-1XT (X((  + 
     + ()( T (In –  P )} = E{((( T (In – P )} + E{(XTX)-1XT (( ( T (In – P )}.

Но в классической регрессионной модели E{( } = 0  и cov{( ,( } = (2( In,  так что имеем

         cov{

, e } = E{(XTX)-1XT ( ( T (In – P )} = (2((XTX)-1XT(In – P ) = 0 ,        (17)

так как  ( In – P ) X  = 0 .          (
Обобщённая оценка наименьших квадратов. Хотелось бы обобщить классическую регрессионную  модель на более общий случай. В этом смысле перспективно третье предположение: cov{(, ( } = (2(In. Во многих экспериментах точность регистрации различных yi не одинакова, а порой компоненты y являются коррелированными. В первом случае cov{(, (} = diag{(12, (22, ..., (n2}, а во втором cov{(, (} = ( ’ > 0. И в том, и в другом случае ковариационная матрица cov{(, (}  считается “почти известной”, потому что в противном случае по  n наблюдениям величин yi невозможно оценить k параметров (1, ..., (k плюс n дисперсий (12, ..., (n2, тем более n(n+1)/2 элементов матрицы ( ’. Поэтому обычно предполагают, что в первом случае (i2 = (2 (i, где (i  (относительная точность измерений) известны, а во втором ( ’ = (2 ( , где ( (  известная матрица. Множитель (2 неизвестен, но для его оценки можно использовать выражения типа (14). В дальнейшем , для упрощения записей, будем считать (2 ( 1 и рассматривать общую ситуацию ( > 0 (случай диагональной матрицы ( просто частный вариант ( ), так что пусть выполнено


3’. cov{(, (} = (  > 0.

Для свед(ния задачи оценивания (  к классической модели воспользуемся теоремой о факторизации Холесского, доказательство которой можно найти в [3] :

Теорема 1.3. Пусть (  = ( T > 0 ( Rn x n. Тогда существует и единственна U ( верхняя треугольная матрица с положительными диагональными элементами u ii  > 0, i = 1, …, n  такая, что






( = U T U = L LT.



(18)

Доказательство. Прежде всего, будем рассматривать (18) в первой форме, ( = UTU, и пусть L = UT – нижняя треугольная матрица с положительными диагональными элементами l ii  > 0, i = 1, …, n (при этом в доказательстве будут рассматриваться, как обычно, вектор-столбцы, а не вектор-строки, как было бы в случае использования  L  в (18)). Доказательство проведём по индукции.


1. Пусть n = 1. Тогда  (  > (11  > 0, и достаточно взять u ii  = 

 , чтобы убедиться в верности (18) при n = 1.


2. Пусть (18) верно при n - 1, т.е. для 

 ( R (n - 1) x (n - 1)  можно написать: 

 = 

 . 
3. Докажем, что (18) будет верно при n. В самом деле, матрицу (  можно представить в блочном виде как




( = 

 =  

 , 

         (18')

(последнее представление следует из того, необходимым и достаточным условием положительной определённости ( является положительность всех её главных миноров, так что, в частности,  подматрица 

  в (18') должна быть положительно определённой, и по предположению для неё выполнено (18)),  где c  ( R n - 1,  а  

 не вырождена, так как det(

) = 

 > 0. Определим требуемую матрицу  U  как






U =  

 ,

где d  = (

T )- 1 c ,  а (  2  = (nn - d T d . Если   (  2 > 0, то наше определение U  будет однозначно, и будет выполнено (18) для размера n  матрицы ( .  Но



      det(( ) = det(U T U ) = det( U ) 2 = det(

 ) 2 ( (  2 ,

и так как по условию det(( ) > 0,  по индуктивному предположению диагональные элементы  

 положительны, так что det(

 ) > 0, то отсюда получим  (  2 > 0   ( ( = 

> 0. Теорема доказана.                          (
Для корректности выкладок нам понадобится еще

Лемма 1.10. Пусть матрица A ( Rp x p ( невырожденная. Тогда (AT)-1 =    (A -1) T.

Доказательство. В силу невырожденности A матрица AT ( тоже не вырожденная, т.е. существует (AT)-1: AT(AT)-1 = Ip . С другой стороны, A–1A = Ip. Транспонируя последнее равенство, получим AT(A-1)T = Ip, и в силу единственности обратной матрицы (AT)-1 = (A-1)T .     (
Вернёмся к рассмотрению обобщённой модели 1-2,3’,4,5; имеем

y = X((  + ( .

Умножим это равенство на L-1 слева:



   y’ = L-1 y = L-1 X((  +  L-1(  = X’((  +  ( ’ .

           (19)
Найдём первые два момента “штрихованных” с.в. :    E{(’ } =    E{L-1( } =   L-1E{( } = 0,  cov{(’, ( ’ }  =  L-1cov{(, (} (L-1) T =  L-1L LT(L-1) T  =  In  в силу лемм 1.3 и 1.10. Согласно лемме 1.4 rank(X’) = rank(L-1X)  = k. Таким образом, для “штрихованных” величин выполнены все пять условий классической модели, и получается оценка    

 =  (X’ TX’)-1X’ Ty’  =            (X T (L-1)TL-1 X)-1 X T(L-1)TL-1y. Но по формуле (18) имеем   (()-1  = (L LT)-1 =     ( LT)-1L-1 = ( L-1)TL-1, так что




               

 = (X T(  – 1X)-1XT(- – 1 y.


(20)


Оценка (20) называется обобщённой (generalized) оценкой НК, или оценкой Эйткена.  Обычная НК-оценка приносит минимум целевой функции (6). Оценка Эйткена минимизирует целевую функцию

 Qg(( ) = (y’– X’( )T(y’–X’( ) = (y – X( )T(L-1)T L-1(y – X( ) = (y – X()T(- – 1(y –  


   X( )  = || y – X( ||2(-1, 

 


(21)

т.е. квадрат энергетической нормы.

Для  

  доказывается, что

1. E{

} = ( .

2. cov{

,

} =  (X T(- –1X)-1.


3. Она есть НЛНО.

Доказательство утверждений 1(3 может быть получено из рассмотрения “штрихованных” величин.

В более общем случае ( ’ = (2 ( , где ( (  известная матрица, оценка общей дисперсии (2 получается аналогично (14): нужно подставить 

 в (21) и использовать это значение в (14) вместо RSS. 
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